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0、 摘要
從大型資料庫中挖掘資訊和知識，已經被許多資料庫系統和機器學習的研究者，當成是一個重要的研究主題，也有許多產業及公司認為這是主要的收益與企業商機的來源，根據IDC調查表示，2000年客戶關係管理(CRM) 全球市場規模已達343億美元，其中資料挖掘(Data Mining)元件技術規模可達30億美金，估計2001年將超越580億美元的規模。不同領域中的研究者，已經表示他們對資料挖掘的濃厚興趣。在許多與提供資訊服務相關的應用中，例如：資料倉儲和網際網路上的線上服務，可使用不同的資料挖掘技術來了解使用者的行為、增進服務的提供、增加企業的機會。

這篇文章是從資料庫研究者的觀點來看最近在資料挖掘技術的發展、提供了有用的資料挖掘的分類、並介紹了資料挖掘的商業產品現況。在報告的架構設計方面，我們首先在第一章進行資料挖掘的整體概念簡介，第二章會說明資料挖掘技術的不同分類方式，第三章至第八章則介紹目前資料挖掘技術中常用的五種知識類型的挖掘方法，在第九章我們也將介紹幾個目前資料挖掘的主流系統產品，以瞭解市場現況。最後在第十章針對資料挖掘的議題做出結論。

1、 簡介
近來，在資料產生和資料收集方面的技術，有非常快速的進展。許多商業產品廣泛使用了條碼、許多企業和政府的交易皆已電腦化，這使得電腦成為資料收集的主要工具，也因此產生了大量的交易資料。同時，數以百萬計的資料庫正被使用在企業管理、政府管理、科學和工程的資料管理和許多其它的應用上。因為資料庫能力的提升，讓資料和資料庫產生爆發性的成長，如何能有智慧的且自動的將資料轉換成為有用的資訊及知識，便成為資料庫應用的前瞻目標，所以資料挖掘逐漸地成為一個重要的研究領域。

資料挖掘就是從資料庫中發現知識，將隱含的、先前並不知道的、潛在有用的資訊從資料庫中粹取出來的過程。在一些文章和研討下，出現了許多的其它名詞，持有相類似或稍微不同的意義，例如：從資料庫中挖掘知識(knowledge mining from databases)、知識粹取(knowledge extraction)、資料考古學(data archaeology)、資料打撈(data dredging)、資料分析(data analysis)等等。經由知識發現(knowledge discovery)的過程，我們可以從資料庫的相關資料集合中粹取出有趣的知識、規刖或高層次資訊。
1.1資料挖掘的需求和挑戰
        為了有效地進行資料挖掘，首先必須說明在應用知識發現系統的特性以及在資料挖掘技術發展上，可能需面臨的挑戰。

(1)處理不同型態的資料(Handling of different types of data)

        有許多種類的資料及資料庫被使用在不同的應用中，故我們期望知識發現系統（knowledge discovery system）能夠在不同的資料上有效率的挖掘資料。由於大部分的資料庫為關聯式資料庫，所以，如何在關聯式資料中，有效地執行資料挖掘系統和知識發現便成為重要的課題。此外，資料庫中可能包含了複雜的資料型態，例如：結構性資料、複雜性資料物件、超文件、多媒體資料、空間的和時間的資料、交易資料．．等等，所以我們期望一個威力強大的系統必須能夠在複雜的資料型態上，有效率的執行資料挖掘。然而，不同的資料型態及不同的資料挖掘目標，使得“期望一個資料挖掘系統能夠處理各種資料”的夢想變成不切實際。也就是說，特定的資料挖掘系統應該操作在特定種類的資料上。
(2)資料挖掘演算法的效率性和可衡量性(Efficiency and scalability of data mining algorithms)

為了從資料庫的大量資料中有效地粹取資訊，知識發現演算法必須是有效地及可衡量的。也就是說，在大型資料庫中資料挖掘演算法的執行時間，必須是可預期的且可被接受的，故exponential或medium-order polynomial 的時間複雜度是不被接受的。
(3)資料挖掘結果的有用性、確定性(Usefulness、certainty data mining results)

從資料庫中挖掘出來的知識，必須能夠精確地敘述資料庫中真正存放的內容，且這些知識在應用上必須是確切有用的。
(4)不同種類的資料挖掘需求和結果的表示(Expression of various kinds of data mining requests and results)

使用者可能喜歡從不同的觀點來解釋挖掘到知識，或以不同的形式呈現它們。這些需求即表示系統要能提供一種高階語言及圖形的使用者界面，好讓非專業人員及一般使用者能自行透過高階語言下達他們的資料挖掘需求，並將結果以使用者能理解的形式呈現出來。
(5)在多抽象層次中互動式的挖掘知識(Interactive mining knowledge at multiple abstraction levels)

互動式discovery（interactive discovery）允許使用者在挖掘的過程中互動地重新定義資料挖掘的需求、動態的改變資料的焦點、逐漸地深入資料挖掘的過程及彈性地觀察資料，並且可以在多抽象層次中和不同的角度來觀察資料挖掘的結果。

(6)從不同的資料來源挖掘資訊(Mining information from different sources of data)

區域網路、廣域網路、Internet….將許多的資料源、分散的異質性的資料庫系統連結在一起，因此，如何從不同格式、不同語意的資料源中挖掘知識，成為資料挖掘的新挑戰。另一方面，資料挖掘或許可以幫助我們在異質性資料庫中揭發高層次的資料規則，通常這一類的知識，是很難藉由簡單的查詢系統挖掘出來。再者，大型資料庫、分散式資料、電腦複雜度，促使了平行和分散資料挖掘演算法的產生。
(7)保護隱私權和資料安全性

         當資料可以從不同角度和不同抽象層次存取時，此時會使資料安全和資料保謢的目標受到威脅，當挖掘到的知識可能會造成對隱私權的侵害時，如何避免敏感性的資料被挖掘，便成為不容忽視的問題。
這些需求的某些目標有所衝突，例如：保護資料安全性的目標可能與多層次的互動式挖掘資料有所衝突。而且這篇調查只專注於上述的某些需求，強調資料挖掘演算法的有效性和可衡量性。例如：資料型態範圍為關連式和交易的資料，但是並沒有探討保護資料穩私性和安全性的方法。

1.2 資料挖掘的相關領域

廣義來說，資料挖掘不僅是資料挖掘的演算工具而已，從最前端的企業問題的定義、資料準備、資料選取、資料特性資料決定、進行挖掘、挖掘所得知識模型的評估、知識模型的詮釋與保存、到最後的知識包裝與呈現，每一個環節對研究者而都充滿了挑戰的機會。相關的學術研究領域包括了資訊科學、行為科學與統計計量科學，更細部的子領域列舉如下。

· Artificial Intelligence（人工智慧）

· Cognitive Science（認知科學）
· Computational Complexity Theory（計算理論）
· Control Theory（控制理論）
· Information Theory（資訊理論）
· Neuroscience（類神經科學）
· Philosophy（哲學）
· Psychology（心理學）
· Statistics（統計學）
· Visualization（視覺化科學）
1.3 資料挖掘的應用領域

資料挖掘是企業從資料庫尋找知識的過程，目前已經有具體將資料挖掘應用於企業知識管理程序的產業，可以整理如下。

· 零售銷售管理

針對顧客交易資料、人口統計資料、市場銷售記錄資料，進行交叉分析以進行顧客關係管理。
· 財務、金融、信用卡
可廣泛使用於風險管理及財務分析以增加企業營收，監控活動
成本及資產負債分析，也可預測信用持卡人的違約行為。

· 醫療照護

可協助醫療院所或健保單位進行醫療資源品項管理，預測藥品用量趨勢與相關性，或是建保損益分析。

· 保險業
可根據歷史資料，幫助保險業者發現市場利基，設計預測模型以增進對潛在客戶及現有顧客的了解。因此，企業不但可以預測總收入，行銷成本也可大幅度降低。
· 通信產業
幫助業者了解決定顧客忠誠度的關鍵因素，縮小焦點範圍集中於目標顧客，並增進行銷計劃的效益。
· 製造產業
可用於一般製造領域如流程控制，問題檢測，並減少營運費用。由於能及早發現問題所在，業者可即時糾正並杜絕未來錯誤的發生。 

· 運輸業

可用於貨運配送路徑決定與貨物裝卸相關性分析與流量趨勢預測。
２．資料挖掘技術的分類
2.1 分類資料挖掘技術

不同的分類方法可以將資料挖掘方法和資料挖掘系統(資料挖掘者)加以分類，例如：根據資料庫的種類、根據要挖掘的知識類型、根據所使用的技術…等來分類。
(1)資料庫的種類

根據執行資料挖掘的資料庫種類，可將資料挖掘系統加以分類。例如：從關連式資料中發現知識，則系統就是一個關聯式資料的挖掘者；從物件導向資料庫中挖掘知識，則系統就是一個物件導向的挖掘者。資料庫的種類通常可分為下列幾種：關連式資料庫、交易式資料庫、物件導向式導向資料庫、演譯式資料庫、空間資料庫、時間資料庫、多媒體資料庫、異質性資料庫、主動式資料庫、傳統資料庫和網際網路資訊庫。
(2)挖掘知識的種類

多種典型的知識種類可以被資料挖掘者發現，包含了association rules(關聯法則)、 characteristic rules(特性法則|)、 classification rules(分類法則)、discriminant rules(差異法則)、clustering (叢集)和deviation analysis(差異分析) 等，將會在接下來的章節中介紹其細節。

        可根據資料挖掘者發現的知識之抽象層次來將挖掘者分類，其可分為一般性知識(generalized knowledge)、基本階層的知識(primitive-level knowledge)、多層次的知識(multiple-level knowledge)。一個有彈性的資料挖掘系統可能在多個抽象層次中發現知識。
(3)使用技術的種類

根據資料挖掘技術來將資料挖掘者分類。例如，可根據驅動的方法將資料挖掘者分為獨立的資料挖掘者(autonomous knowledge miner)、資料驅動挖掘者(data-driven miner)、查詢驅動挖掘者(query-driven miner)和互動式資料挖掘者(interactive data miner)。也可以根據資料挖掘的方法來分類，一般可分成：一般性基礎的挖掘(generalization-based mining)、模型基礎的挖掘(pattern-based mining)、基於統計或數學理論的挖掘、整合性的方法…等等。
在許多不同的分類方法中，我們主要是以挖掘的知識種類來分類，因為這樣的分類清楚展示了不同資料挖掘的需求和技術。
2.2從資料庫中挖掘不同種類的知識
資料挖掘與應用是有相依性的關係，不同的應用需要不同挖掘技術來處理。通常能在資料庫中發現下列類型的知識。

        從交易性或關聯式資料庫中挖掘關聯法則(association rule)，在資料庫領域中引起了相當多的注意。主要的工作是要導出一組關聯法則。我們可能會發現在某一個交易中，顧客購買某一品牌的牛奶時，經常也會購買另一品牌的麵包。
資料挖掘的其它重要應用就是在大量資料中執行分類的能力。資料分類(data classification)就是基於資料的屬性，將一組資料予以切分。汽車業者應該依據顧客對車子的偏好將客戶分類，如此，銷售員就能知道應將哪一款的汽車目錄寄給哪一些顧客，以擴大化商業機會。
資料叢集(data clustering)是根據叢集的原則將資料分群，這個原則即：讓群組裡的資料相似度達最大，群組間的相似度達最小。例如，一些商品首先可被叢集成不同的群組，再利用分類法，找出各群商品的特性法則。
時間或空間－時間資料占了電腦資料的絕大部份，這種型態的資料庫包括了：股票價格指數的財務資料庫、醫學的資料庫和多媒體資料庫等。從需求觀點，我們可能要從時間或空間－時間資料中尋找相似的模型(pattern)，以期發現及預測出風險、因果關係和特定型態的相關趨勢。這種類資料庫的典型查詢包括：公司使用類似的成長型態、產品使用類似的銷售型態、股票使用相類似的價格移動….等。

在分散式的資訊提供環境中，文件或物件經常是連結在一起的，使得交互存取可以容易進行。若能了解使用者在此種環境中的資料存取型態，不但能提供系統設計的建議方案，也能提供更好的行銷決策。在這樣環境中取得使用者資料存取型態稱為挖掘路徑移動型態(mining path traversal patterns)，這一類型的問題和前面其它類型的問題有相當大的差異，將會在後續的內容加以說明。
除了上述所考慮的議題之外，有許多資料挖掘的觀點也是值得研究的。經常需要使用資料挖掘查詢語言或圖形化的使用者介面，以敘述有趣的資料子集合、相關集合的屬性及要被發挖的規則。為了解釋、轉換、處理資料挖掘所產生的中間結果，通常必須執行互動的資料挖掘(interactive data mining)來達成。此外，視覺化的展示資料和知識，可以使得資料庫中挖掘知識更為容易。
接下來第三至第八章我們將針對上述幾種常見知識類型的挖掘方法說明其相關演算法與運作細節。

3. 關聯規則（Mining association rule）

關聯規則（Mining association rule）是最重要的資料挖掘問題之一。舉一個例子一個銷售的交易資料庫，我們有興趣的是所有項目（item）的關連，在同樣一個交易之中，一個Item的出現同時會引發另一個item的出現。例如：一關聯規則為：若顧客購買牛奶，則他同時也會購買麵包，即牛奶(麵包。這種mining association rules 的問題是第一個被探討的。

3.1 Algorithm Apriori  and DHP

首先，我們需要定義所有item的集合，稱作itemsets，並且這些集合所包含的交易數量(稱為support)必須大於最小門檻值，這些itemset若大於最小門檻值，則稱為large itemsets。當所有的large itemsets 都得到時，期望的 association rules 可以用直接的方法所產生。
mining association rule 的問題由下列兩個步驟所構成：

1． 找出所有support大於最小所需support的Large itemsets。一itemset的support即為包含此itemset的交易筆數。先前的方法都使用Apirori，此演算法首先掃描交易資料庫，計算出各個單一item的support，判斷是否有超過最小support，且決定出Large itemset。在接下來的每個回合，我們利用上一步驟找出的Large itemsets來當做seed set，利用seed set來產生新潛在的Large itemsets，稱做candidate itemsets，對每個candidates itemsets計算其support，而決定candidate itemsets是否為真正的Large itemsets，且當做下一回合的seed set。這演算法一直到無法產生新的candidates itemsets便停止。
2． 利用Large itemsets去產生關聯規則。此步驟可以直接產生，即對每個Large itemsetsｌ，找出所有ｌ的非空的subset 。對每個非空的subsets ａ，若其關聯規則的信度(confidence)大於最小信度（minconf.），則可產生一個型式為ａ(（ｌ－ａ）關聯規則。關聯規則的信度即為support(ｌ)／support(ａ)，即在交易資料庫中，包含ａ也包含（ｌ－ａ）比率。
Mining association rules 整體的效能事實上決定在第一個步驟。在large itemsets 被確定之後，相當的association rules 就可以用直接的方法來導出。在這一篇文章中，我們應該發展一個演算法來處理第一個步驟。
接下來的工作在一般的文獻當中都是遵循這種方法和關注於large itemset 的產生，不同的演算法已經被提出來探討large itemsets 的問題，一般來說，這些演算法首先利用一些探索法來產生候選集合（candidate itemsets），這些candidate itemsets都是有可能成為Large itemsets 的。接著針對每一筆交易資料，觀察這些candidates itemsets的subsets是否包含在交易資料中，若某一candidates itemset有包含在某一筆交易資料中，則將candidates itemset 的count加一，在確定完所有的資料庫後，若candidate itemset的count大於之前指定的最小門檻值，則稱此candidate itemset為Large itemset。large itemsets 在一個回合之中可以用join來產生下一個回合的 candidate itemset 。
其他效能相關的議題是在資料的總數量，這些資料只要在large itemsets的發現時都會被掃描一次。一個最直接的方法就是在每一個回合對所有交易的資料庫做一次掃描的需求。注意當K的增加，不但只是減少large k-itemsets 的數目，同時也減少交易包含的任何large k-itemsets。在下一階段，減少被掃描交易的數目和修剪在每一次交易item的數目來改善data mining的效能。兩種方式被考慮﹔apriori and apriorTid。在apriori的演算法，每個回合需要掃描一次資料庫，在apriorTid的演算法，資料庫在第一次被掃描之後，就不需要再掃描了。這方法被發現在起初的階段，因為在早期的處理階段有太多的candidate k-itemsets要被追蹤，故apriori較apriorTid有效率。無論如何，後面的階段效率是相反的。然而一種這兩種演算法的混合演算法也被提出，也證明了在一般的情況下它的效能是比較好的。但操作混合的演算法決定交換點也是被質疑的地方。
在這篇文章當中，我們建議DHP(direct hashing and pruning)來有效的產生large itemset。特別的DHP有兩種主要的特色﹔有效的產生large itemset和有效的減少交易資料庫的大小。稍後我們將看到，藉由使用hash的技術，DHP非常有效的產生candidate large itemsets ，特別是在large 2-itemset，藉由DHP在candidate large itemsets產生的數量，遠小於用前面的方法所產生的數量，以致於能夠大大的改善整個處理效率上的瓶頸。此外，DHP採用有效的修剪技術去持續的降低交易資料庫的大小。就像觀看先前的作業，在早期的回合，因為k-itemsets 非常大，所以追蹤在每次交易的candidate k-itemset 是沒有效率的。重點是藉由DHP產生較小的candidate sets能夠在較早的回合階段有效的修剪交易資料庫。它將被預期藉由發揮一些association rules的特徵，不只是交易的數量減少，同時在每一個交易中item的數量也充分的減少。
3.1.1 Apriori演算法：

Ｉ﹦﹛ i1,i2,i3,……im﹜為一些基本元素的集合，我們叫它 item。Ｄ為一些交易的集合，存在一個Ｔ是 item的集合，以致於 Ｔ Ｉ。注意購買品項的數量是不會被考慮的，意味著如果這個item被買了，則是用一個二進位變數來表達。每筆交易都有一個ＩＤ來識別，我們稱呼為ＴＩＤ。讓Ｘ為item的一個集合。若且為若ＸＴ，可以說是某一交易Ｔ包含了Ｘ。一個association rule 可以表示成Ｘ=>Ｙ，當Ｘ(Ｉ，Ｙ(Ｉ和Ｘ(Ｙ=(。這個規則Ｘ=>Ｙ決定於在交易集合Ｄ有confidence c，即如果在Ｄ中的交易中有c％同時包含Ｘ和Ｙ。這個規則Ｘ=>Ｙ也決定於在交易集合Ｄ中有support s ，即如果在Ｄ的交易中有s％包含Ｘ或者Ｙ。
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圖3-1：資料挖掘的交易資料庫的範例

首先，從一個如圖3-1的資料庫來發現large itemsets。apriori 演算法在回合的初期提供效能最好的演算法。因此，apriori被使用來作為基礎的演算法來和DHP做比較。在apriori每一個回合中，它都會構建一個large itemsets 的candidate itemset，並計算發生在candidate itemset 的次數，且在先前決定的最小support的基礎下決定large itemset。

在第一回合中，apriori簡單的掃描所有的交易來計算每個item所發生的次數，得到Candidate 1-itemset(記為C1)，如圖3-2。假設最小support需求是2，large 1-itemsets (記為L1)是由candidate 1-itemsets所組成，它的決定是取決最小的support。例：C1中的｛D｝的support只有１而已，並沒有達到最小support ２，所以沒有列入L1中。

為了發掘large 2-itemsets（L2）的集合，事實上，任何一個large itemsets的子集合必須也會達到最小的support，apriori 使用L1*L1來產生C2，itemsets的candidate set，這邊的*是一個運算元。C2包含( 
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）變成一個非常大的數字。接下來掃描在資料庫中的四個交易，且計算C2中每個candidate itemset的support。在圖3-2中第二列中間的表格表示計算C2的結果，通常使用一個雜錯樹（hash tree）來做快速計算的處理。Large 2-itemsets的集合，L2，主要是取決於在每個candidate 2-itemset，C2的support。

Candidate itemsets 的集合，C3是由L2所產生的，依照下列的方式。從L2中，首先找出兩個large 2-itemsets，它們的第一個item都是相同的，例如﹛BC﹜和{BE}。然後，apriori測試他們第二個item{CE}，是否構成一個large 2-itemsets。因為{CE}它自己是一個large itemset，，然後{BCE}才可以變成一個candidate 3-itemsets。同時也沒有其他從L2出來的candidate 3-itemsets。Apriori 然後掃描所有的交易資料，且最後找出large 3-itemsets L3。因為沒有4-itemset可以從L3中來產生，apriori便結束找出large itemset的處理。
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圖3-2：candidate itemsets 和 large itemsets 的產生
3.1.2 Direct Hashing 

利用有效的修剪來快速的資料挖掘(Direct Hashing with Efficient Pruning for Fast data Mining)

在這個章節，我們將採用DHP(standing for direct hashing and pruning)來有效的產生large itemset。這個演算法使用一個雜錯的方法產生candidate itemset，且使用修剪的技術持續的減少交易資料庫的大小。ＤＨＰ全部的演算法我們描述在3.1章節。資料庫的修剪技術我們說明在3.2章節。

3.1.2.1 DHP演算法
DHP演算法提出主要有兩個特徵：一個是有效的產生large itemsets和另一個有效的修剪交易資料庫的大小。我們依照DHP的演算法的流程來解釋它的特徵，首先是有效的產生large itemsets，而修剪資料庫的大小的特徵我們將描述在3.2。
就像前一節所描述的，在每一個程序我們使用large itemsets的集合(Li)，藉由Li和Li的連結來形成Candidate large itemsets Ci+1(以Li*Li表示)。然後掃描資料庫且計算Ci+1中每一個item的support數量，來決定Li+1。一般來說，Ci的itemset愈多，決定Li的成本就愈高。藉由建構一個較小的C2，ＤＨＰ也可以產生較小的D3來發展C3。如果沒有小的C2，資料庫就不能有效的被修剪。在此步驟之後，Li的大小隨著i的增加快速的減少。一個小的Li，促使一個小的Ci+1，間接的減少了處理成本。

DHP演算法使用hashing的技術來過濾掉下一階段candidate itemsets不需要的itemsets。當candidate k-itemsets的support數目藉由掃描資料庫來計算，DHP累積candidate (k+1)-itemsets的資訊，進而使用這種方法將每一個交易的可能(k+1)-itemsets 在經過修剪之後雜錯到雜錯樹中。每一個bucket在雜錯表格中包含一個數值，來記錄到目前為只有多少itemset被雜錯到它的bucket之中。我們注意的是藉由這個之後的雜錯表，一個位元向量可以被建構，當雜錯表格中的bucket其數值大於或等於s，那我們就將此對應的位元向量設為1。等一下我們就會看到，這個位元向量能夠被使用來大大減少Ci中itemsets的數量。

注意DHP是特殊而有能力在早期的步驟決定large itemsets，進而改善了效率的瓶頸。Ck的大小在稍後的步驟將有意義的減少，然後表現出一些更多正當的過濾。
在圖3-3中有一個利用DHP演算法產生candidate itemsets的例子。針對large 1-itemsets的candidate 集合，例如., C1= { {A},{B},{C},{D},{E}},為了計算這些1-item的support我們必須掃描資料庫中所有交易。在這個步驟中，為C1所建構的雜錯樹能夠達到有效的計算的目的。DHP的測試每個項目是否在雜錯樹。如果有，將記錄這個項目的counter加一，如果沒有就插入這個item在雜錯樹中，並且將其計數器設成一。對其每個交易，在所有1-subsets都被計數後，則所有交易的2-subset都被產生。接著將其雜錯到雜錯表中H2，用這種方法，當2-subset被雜錯在bucket i 中時，則bucket i 中的值就加一。在圖3-3中就顯示一個雜錯表H2給一個既定的資料庫。在這資料庫被掃描之後，雜錯表的每個bucket擁有2-itemsets被放進雜錯表的數目。在圖3-3中既有的雜錯表和最小的支援s = 2，我們獲得的位元向量結果是{1,0,1,0,1,0,1}，使用這位元向量來從L1*L1過濾2-itemsets，我們得到C2={{AC},{BC},{BE},{CE}}，代替圖3-2 priori演算法所得的C2={{AB},{AC},{AE},{BC},{BE},{CE}}。
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圖3-3：雜錯表和產生C2的例子

3.1.2.2 降低交易資料庫的大小(Reducing the Size of Transaction Database)

DHP持續減低資料庫的大小，不但修剪每一個個別的交易大小，同時也修改資料庫中交易的數量。任何一個large itemset的子集合必須藉由它自己形成一large itemset。這代表，{B,C,D}(L3 包含{B,C}(L2,和﹛C,D﹜(L2。事實上交易可以用來決定large (k+1)-itemsets的集合，從這個觀點來看，當每個交易的k-subsets朝著candidate k-itemsets被計數，我們將能夠知道是否符合包含large (k+1)-itemsets的需要條件。換一個方向說如果我們有的candidate itemsets在計算k-subsets時相當接近large itemset，我們就可以有效修剪交易且降低交易記錄的數目。　
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圖3-4：L2和D3的例子

再用一個實際的例子說明之，在圖3-4中，交易100只有單一的candidate itemset 。然後所有item發生的頻率分別是：a[0]=1(A)，a[1]=1(B)與a[2]=0(C)，因為所有a[i]的值都小於2，這個交易不足以產生large 3-itemsets所以我們捨棄它。在另一方面，交易300有四個candidate 2-itemset，且其所有item發生的頻率分別是：a[0]=1(A)，a[1]=2(B)，a[2]=2(C)與a[3]=2(D)，以致於我們保留BCE三個item而捨棄A。

再舉另外一個例子，假設一個交易t=ABCDEF且有五個candidate 2-subsets(AC，AE，AF，CD，EF)，存在由C2所建構的雜錯樹中，我們可以得到item發生的頻率分別是：a[0]=3，a[1]=0，a[2]=2，a[3]=1，A[4]=2和A[5]=2。我們可得到一個large 3-itemset，四個item分別是A，C，E，F，而它發生的頻率皆大於2。

3.2挖掘一般化和多階層的關聯規則

在許多的應用程式，有趣的關聯通常發生在高的概念性階層。例如，在交易資料庫中，一個購買的模式（patterns）在一些基本資料階層可能不會顯示任何實際的規則，就像在bar-code階層，但是會在高概念性階層顯示有趣的規則，就好像牛奶和麵包。因此，學習挖掘關連性的一般抽象化階層或在多階層是非常重要的。

關於多抽象階層在資料庫組織中是存在的。例如一個類別階層可能被資料庫的屬性所包含所隱喻，像日，月，年等。它也可能由使用者或專家直接指定。
考慮在圖3-5到這些類別的階層，舉個例子我們很難發現一加侖2%牛奶和一磅白麵包的bar code的關聯。但無論如何，我們可以很容易發現80%的消費者購買牛奶同時會購買麵包。此外還能夠察覺到70%的消費者如果他買2%牛奶，同時他會買白麵包。後者被表示在一個較低的觀念階層，但通常附帶較特定和較具體的資訊。所以挖掘association rule則在一般的抽象階層或者是多概念階層是很重要的。
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圖3-5 An example of concept hierarchies for mining multiple-level association rules

3.3關聯規則的有趣性(Interestingness of Discovered Association Rules) 

不是所有強的association rule(如最小支持度和最小信任度)都是足夠有趣的。例如，考慮下面針對5000個學生的學校研究的結果。麥片的零售商詳細調查學生在早上參與的活動。資料顯示60%的學生（也就是3000名學生）打棒球，75%的學生吃麥片，和40%的學生同時打棒球和吃麥片。假設資料挖掘程式使用觀察association rule則來跑這些資料，而他的設定又如下：最小學生support是2000和最小 confidence是60%。則接下來的association rule則將被產生，”(打棒球) =>(吃麥片)”，因為這個association rule則包含最小學生support和對應的confidence
2000/3000 =  0.66

都大於最小confidence的需求。無論如何，上面的association rule則被誤導了，因為所有學生吃麥片的百分比是75%，甚至大於66%。這表示打棒球和吃麥片事實上是負關連的；如果我們沒有完全了解這一方面的事，一個錯誤的商業決策將由這個法則推導出來喔。請參閱圖3-6。
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圖3-6 關連規則的有趣性

為了過濾這種形式的誤導，如果association rule的信任度超過實際的評估
P(A(B)/P(A)

或者在形式上超過一個適合的常數d， “A=>B”的定義是有趣的。但無論如何，這個簡單的爭議我們建議一個正確的探索程序來評估association 應該是

｛P(A(B)/P(A) ｝－ P(B) > d
或者是P(A(B) - P(A)* P(B) > k，其中k是個適合的常數。這個表示式基本上顯示出統計測試的獨立性。
3.4改善mining association rule的效率(Improving the Efficiency of Mining Association Rules)
因為mining association rule中處理的資料量越來越大，故發展一個有效的演算法來處理這些資料是非常重要的，在這一章節我們將說明一些mining association rule 在效率上技術的改良。

3.4.1資料庫掃描的減小(Database Scan Reduction)
不管Apriori 或是DHP，C3是由L2*L2所產生。事實上，C2可以使用來產生candidate 3-itemsets。明白一點就是用C2*C2來代替L2*L2產生C’3而C’3的大小將大於原本由L2*L2所產生的C3。但無論如何如果|C’3|沒有很大於|C3|且C2和C’3能夠同時放在主記憶體裡，當資料庫下一次的掃描，一起找到L2和L3的方法是可行的，因此我們可以節省一次的資料庫掃描。我們可以看到使用這種觀念可以在最少兩次的資料庫掃描決定所有的Lk，（例如第一次起初的掃描決定L1和最後一次掃描來決定所有其他的large itemsets），假設C’3由C’k-1產生，其中k>=3，且所有C’k能夠存放在主記憶體中，其中k>2。這項技術稱為scan-reduction，它已經被使用且證明有突出的效率改良。更深入的說，這技術也適用於Apriori 和DHP。

3.4.2抽樣：調整mining的準確度（Sampling:Mining with Adjustable Accuracy）
許多的應用程式需要挖掘交易資料來捕捉消費者行為。這些應用程式，有效率的資料挖掘比資料正確性來的重要。此外有些資料挖掘的問題定義範圍可能是模糊定義的。捨棄一些邊緣的Case可能對結果的品質影響很小，允許不精確的結果事實上對於資料挖掘演算法的效率有相當大的改善。在資料庫持續增大的今天，利用抽樣看起來對改善資料挖掘效率是最吸引人的方法，可以在效能與正確率之間做權衡。

3.4.3association rule的漸進式更新（incremental update of discovered association rule）

因為在大資料庫中找到association rule是相當花費成本的，所以我們必須發展一個技術來維護已經找到的association rule，以避免在整個資料庫中在做重複的資料挖掘，這種我們稱為incremental update 技術。

一個資料庫有許多次的update，可能使強的association rules變弱，同時也可能使較弱的association rules到強的一方。incremental update 技術已經被發展來有效的維護已找到的association rules，此方法利用資料的插入而達成。它主要的想法是再次使用老的large itemsets 資訊且整合新的large itmesets資訊的支援度以達到降低被再測試candidate sets 的數量。

3.4.4平行資料挖掘（Parallel Data Mining）
資料挖掘需要在非常大的交易資料庫中做漸進式的知識收集和修改。如何獲得有效的平行資料挖掘是一個非常重要的議題，因為資料庫開始被劃分在不同的節點上，節點間的資料傳輸需求以達到全方位的決策的資料量是相當的大，因此可從平行處理的方式來達到目的。每個節點可以直接從區域的部份資料庫收集資訊，並且處理以達到全方位的決策。

４、多層級資料的歸納(Generalization)、摘要(Summarization)和特徵化(Characterization)
在資料庫中的資料和物件通常在原始的概念層級（concept level）中包含了細部的資訊，例如：在銷售資料庫中的項目關連可能包含有關於原始層級項目資訊的屬性，如項目數、日期、價格等等。我們通常希望去將這些一大串資料概括起來，將它們表示在一個較高的概念層級。譬如，某人可能希望將一大串有關於銷售的項目概括歸納，表示成一個一般性的描述。這就需要在資料挖掘中一個很重要的方法：資料的歸納（Data Generalization）。

何謂資料歸納？即是在資料庫中，從一個較低概念層級中摘要一大串相關的資料到另一個較高的概念層級的過程稱之。而如何有效率及彈性地歸納這些一大串資料的方法被歸類為以下二種方法：

（1） 資料方塊法（Data Cube Approach）
（2） 屬性導向歸納法（Attribute-Oriented Induction Approach）
4.1 資料方塊法
4.1.1Roll-Up操作

歸納函數可以被事先計算，依據不同屬性的集合或子集合來歸類。每個屬性的值可能也被歸類成一個階層或一個方格(cube)的結構，舉例來說，從格子結構中的“天”、“月”、“季”、“年”或“星期”可以歸納成“日期”。在一個多重維度的資料方塊中，歸納和特別化（Specialization）可以藉由“roll-up”和“drill-down”的動作來完成，而其中“roll-up”的動作可以減少資料方塊的維度或者是將屬性的值歸納到高階的概念層級，而“drill-down”的動作則是相反。

舉例如下：
Model
Year
Color
Sales

By Model by Year by Color
Sales

by Model

by Year
Sales

by Model

Chevy
1994
black
50





White
40







90



1995
black
85





white
115







200







290

表4-1：依廠牌、年度、顏色來Roll-Up

表4-1不是標準的關連式表格，因為在主鍵中有NULL值是不被允許的，且它也是有缺點的，因為當總計屬性數目增加時，表示超集合的列數也會跟著增加。表格4-2是一個關連式表格且更便利地表示，不會隨著總計屬性數目增加時，列數跟著增加。

Model
Year
Color
Units

Chevy
1994
Black
50

Chevy
1994
White
40

Chevy
1994
ALL
90

Chevy
1995
Black
85

Chevy
1995
White
115

Chevy
1995
ALL
200

Chevy
ALL
ALL
290

表格4-2

表格4-2是由以下SQL敘述所建立的：
SELECT     Model,’ALL’,’ALL’, SUM(Sales)

FROM      Sales

WHERE     Model = ‘Chevy’

GROUP BY  Model

UNION

SELECT     Model,Year,’ALL’, SUM(Sales)

FROM      Sales

WHERE     Model = ‘Chevy’

GROUP BY  Model,Year

UNION

SELECT     Model,Year,Color, SUM(Sales)

FROM      Sales

WHERE     Model = ‘Chevy’

GROUP BY  Model,Year,Color;

以上是3維度的Roll-Up，總計N維度就需要N個聯合（Union）。注意一點，表格4-2還缺少依顏色來做總計，所以必須再聯合以下SQL，才會得到表格4-3：

UNION

SELECT     Model,’ALL’,Color, SUM(Sales)

FROM      Sales

WHERE     Model = ‘Chevy’

GROUP BY  Model,Color;

Model
Year
Color
Units

Chevy
ALL
Black
135

Chevy
ALL
White
135

表格4-3：依顏色來總計
表格4-3的表示法及聯合數個GROUP BY的方法可以解決在關連式資料模式中的總計資料的表示，但仍有一個問題未解決，即是使用傳統SQL來表示Roll-Up或Drill-Down查詢是非常煩瑣的。
4.1.2資料方塊法

為了改進Roll-Up及Drill-Down的缺點，而發展出資料方塊法。資料方塊法有其他的名稱，例如：多重維度資料庫(Multidimensional Databases)、具體化景觀(Materialized Views)、線上分析處理(OLAP,On-Line Analytical Processing)。資料方塊法的一般概念為具體化一些經常被要求的高成本計算，尤其是計數(count)、總計(sum)、求平均數(average)、取最大值(max)等的歸納函數，將具體化後的具體化景觀儲存在一個多重維度資料庫(資料方塊)，可供決策支援、知識發現及其他應用做參考。

資料方塊的操作是總計函數的N維度歸納，0D資料方塊是一個點；1Ｄ資料方塊是一條線及一個點；2Ｄ資料方塊是一個交叉表格、一個平面、兩條線及一個點；3Ｄ方塊是一個有三個交叉2Ｄ交叉表格的方塊。如圖4-1所示：
      　　　　　　               Aggregate      

        　　                                 
　　　　　　　　　　　　　　　　　　　　　　　

                　　    　　　　　Sum

　　　　　　             　　Group By

　　　    　　   　　 RED

　　　　　            WHITE　　　　　　                　　　　　　　             

　　　　　             BLUE


　　　　　　　               Sum

    　　        　　　　　  Cross Tab

　　　        　　  Chevy  Ford 　  By Color

　　     RED

　　   WHITE　　　　　　　　　　　　　　　　

　　    BLUE　　　　　　　　　　　　　　　　　　　　　
　　　　　　　　　　　　　　　　　　　　　　　　　 
 　　 By Make                                         
　   　　　　　　　　                     Sum

　　         　　      The Data Cube and

　                The Sub-Space Aggregate

　　　         By Year 　        Ford   1990　　

                                        Chevy                  1991                        By Make
  By Make &Year      RED　　　　　　　　                                    

                               WHITE　　　　　　　
                                 BLUE　　　　　　　　
         By Color & Year                                        By Make & Color

                                Sum

                                           By Color
                   　　                 圖：4-1

資料方塊的動作會建立一個包含所有總計數值的表格，而最後所有總

計值會被表示在一個元素對中：ALL,ALL,ALL,…ALL , f(*)。為了能建立

資料方塊，擴展一般標準SQL中GROUP BY的動作如下：

GROUP BY

{ ( < column name> | <expression> )

  [ AS <correlation name> ]

  [ <collate clause> ] ,…}

  [ WITH ( CUBE | ROLLUP ) ]　例如圖4-2

假如某屬性有C1,C2..Cn，則此資料方塊會有 ((Ci+1) 個Tuple，額外的值是在每個領域(domain)中加上的ALL，以上例而言，SALES表格有2*3*3=18列，而導出的資料方塊則有3*4*4=48列。

對於許多應用而言，資料方塊是一項有趣的技術。索引多重維度資料方塊的技術和增加資料方塊的更新也己經被研究。資料方塊可能是相當地疏稀，因為不是在每一維度中的格子（Cell）都會有相關的資料，有效率地處理疏稀方塊的技術是必須被發展出來。

       SALES

Model  Year  Color  Sales

Chevy  1990   red     5

Chevy  1990   white  87

Chevy  1990   blue   62

Chevy  1991   red    54

Chevy  1991   white  95

Chevy  1991   blue   49

Chevy  1992   red    31

Chevy  1992   white  54

Chevy  1992   blue   71

Ford   1990   red    64

Ford   1990   white  62

Ford   1990   blue   63

Ford   1991   red    52

Ford   1991   white   9

Ford   1991   blue   55

Ford   1992   red    27

Ford   1992   white  62

Ford   1992   blue   39

SELECT Model,Year,Color,Sum(sales) AS Sales

FROM Sales

WHRER Model in (‘Ford’,’Chevy’)

   AND Year BETWEEN 1990 AND 1992

GROUP BY Model,Year,Color

           WITH CUBE;

圖4-2

４.２　屬性導向歸納法

屬性導向歸納法是一種以歸納為基礎的資料分析的技術，其技術核心為線上資料歸納方法，將相關式表格(relational dataset)資料集合中的每一個屬性，檢查其資料的分佈，判斷應歸納到那個相關的抽象層級。

接下來要介紹一些歸納技術來完成資料庫中相關資料集合的歸納，這些歸納技術包括屬性移除（attribute-removal）、概念樹爬升（concept-tree climbing）、屬性門檻控制（attribute-threshold control）和其他整合函數值等。
2.2.1概念階層(concept  hierarchy)與概念樹(Concept tree)

　　「概念階層」是處理歸納的過程中所必備的背景知識(background knowledge)，不同階層的概念通常有不同的概念分類法。一個概念階層通常有「一般-至-特定」(general-to-specific)的順序性，最一般化的概念，是以”ANY”來表示之，最特定的概念，則對應到資料庫中某一特定的屬性值。屬性City的概念階層可能如圖4-2-1所示。

                                                                  ANY


                                   Canada                                                foreign


                     B.C            Ontario      …               China             India …        USA                                                  


Vancouver  …   Victoria    …    …                 Beijing   ….   Bombay …          Chicago    …

圖4-2-1

　　概念階層的資訊可能儲存在資料庫中，例如圖4-2-1的資訊實際上可能是儲存在一個data relation，為了使用這個資訊，在階層綱要中必須清楚的描述屬性間的階層關係。例如，City屬性之概念階層的資料庫網要為“city in province in country”。

圖 4-2-2　資料庫的概念階層表格(concept hierarchy table)

圖4-2-2為一個典型的大學資料庫的概念階層表格(concept hierarchy table)。其中，A(B暗示著B是A的「歸納」(generalization)；概念階層可藉由概念樹呈現出來。

圖4-2-3　概念樹
　　在關聯式資料庫中執行屬性導向歸納，可以遵循幾個策略，舉例說明如下：“請找出研究生(graduate student)的特性法則(characteristic rule)”。〔註：屬性的概念階層請參照圖4-2-2〕
Names
Status
Major
Birth_Place
GPA

Anderson
M.A.
history
Vancouver
3.5

Bach
Junior
math
Calgary
3.7

Carlton
Junior
liberal art
Edmonton
2.6

Fraser
M.S.
physics
Ottawa
3.9

Gupta
Ph.D.
math
Bombay
3.3

Hart
Sophomore
chemistry
Richmond
2.7

Jackson
Senior
computing
Victoria
3.5

Liu
Ph.D.
biology
Shanghai
3.4

…
…
…
…
…

Meyer
Sophomore
music
Burnaby
3.0

Monk
Ph.D.
computing
Victoria
3.8

Wang
M.S.
staistics
Nanjing
3.2

Wise
Freshman
literature
Tornoto
3.9

表 4-2-1  某大學資料庫－relation Student


    要注意的是：因為graduate在圖4-2-3的概念樹中是個非葉節點，所以我們必須先從上表中將graduate student的資料過濾出來。下表是過濾的結果，此種表格稱之為「initial relation」，表格中每一筆資料都增加一欄“vote”，這個欄位用來記錄在歸納的過程中，符合該值組的原始資料筆數。

Names
Major
Birth_Place
GPA
Vote

Anderson
history
Vancouver
3.5
1

Fraser
physics
Ottawa
3.9
1

Gupta
math
Bombay
3.3
1

Liu
biology
Shanghai
3.4
1

…
…
…
…
…

Monk
computing
Victoria
3.8
1

Wang
staistics
Nanjing
3.2
1

表4-2-2　initial data relation
策略1：屬性移除(Attribute Removal)

假如在一個屬性中，存在著許多不同的屬性值，且沒有較高的概念層級可以表示它的話，則在歸納的過程，必須將這個屬性移除。例如，在表4-2-2中，Names這個屬性中有許多不同的屬性值，且沒有較高的概念層級可以表示它，所以Names屬性就被移除了，結果如表4-2-3。

Major
Birth_Place
GPA
Vote

history
Vancouver
3.5
1

physics
Ottawa
3.9
1

math
Bombay
3.3
1

biology
Shanghai
3.4
1

…
…
…
…

computing
Victoria
3.8
1

staistics
Nanjing
3.2
1

                                               表4-2-3
策略２：概念樹的爬升(concept-tree climbing)

 假如某一屬性在概念階層中存在著一個更高層級的概念，則該屬性值就以其更高層級的值來取代。例如，表4-2-3中，”history”、”physics”、”math”、”biology”會由”science”取代，”literature”、”music”、”paiting”會由”art”取代，其它屬性也是依照相同的原則向上爬升。

策略３：資料數的傳播(vote propagation)
        屬性值向上爬升後，若產生相同的tuple，則將相同的tuple合併為一筆一般化tuple，並將vote值累加到歸納後的tuple中。表4-2-3經過策略２及策略３的步驟後，可能產生一個如4-2-4的表格。

Major
Birth_Place
GPA
Vote

art
B.C
excellent
35

science
Ontario
excellent
10

science
B.C
excellent
30

science
India
good
10

science
China
good
15

表4-2-4
策略4：門檻控制(Threshold Control)

假如屬性中不同屬性值的數目超過預先設定的門檻值，則必須再進一步針對這個屬性進行歸納。假如一個歸納後的relation，其tuple數目過預先設定的門檻值，則必須做再進一步的歸納。

假設我們設定『屬性的門檻為5』，即，若某一屬性之不同屬性值大於5就要做進一步的歸納；且設定『歸納後relation tuple的門檻值為3』。而在表4-2-4中，歸納後的relation有5筆tuple，超過我們設定的門檻值”3”，因此必須做更進一步的歸納。我們可籍由”Birth_Place”屬性的再向上爬升來減少relation的tuple數目，結果如表4-2-5。

Major
Birth_Place
GPA
Vote

Art
Canada
excellent
35

Science
Canada
excellent
40

Science
Foreign
good
25

表4-2-5
策略５：法則轉換(rule transformation)
        將最終表格的tuple，轉換成法則。轉換前，我們發現可將表4-2-5前二行tuple做聯集，產生表4-2-6。

Major
Birth_Place
GPA
Vote

{art,science}
Canada
Excellent
75

Science
Foreign
good
25

表4-2-6

　　假設art及science涵蓋所有主修科目，則{art,science}能夠再次被歸納為”ANY”，則最終的結果如法則1所示，即歸納後的結果如后：一個研究生（有75%的機率）是加拿大人，得到極佳的GPA或（有25%的機率）是外國學生主修science而得到不錯的GPA。
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法則1

5、資料分類(Classification)

資料分類是在資料庫的物件集合中，根據分類模型，找尋共同性質並將其分成不同類別的過程。資料分類的應用包括醫學診斷、績效預測及選擇性行銷等。資料分類法在統計、機器學習、類神經網路和專家系統等領域己被深入研究，在資料挖掘方面是一項重要的課題。
5.1決策樹（Decision Tree）
決策樹是一種用來表示分類規則的遞迴結構，使用由上而下（top-down）和個別擊破（divide-and-conquer）策略，將特定的物件集合(object set)隨著樹的成長，逐步地分割成更小的子集合。

決策樹是由樹葉節點(leaf node)或測試節點(test node)所組成。其中樹葉節點標示著測試結果，如圖5-1中的Play、Don’t Play；測試節點標示著用以判斷物件類別的屬性，並可能連結(link)到兩個或兩個以上的子樹，如Outlook、Humidity、Windy。

　　欲將一物件予以分類，首先從決策樹的樹根節點(root node)開始逐步測試。假如走到一個測試節點，測試節就判定此物件的測試結果，並選擇一個予之相連結之子樹的根節點做為下一個測試節，然後持續著這種測試過程，直到出現葉節點為止；假如走到一個葉節點，此物件將被分類到葉節點所預設的類別。一個物件就是藉由一連串從樹根到某一樹葉的路徑來進行分類的。
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圖5-1

　　下圖是一個決策樹與其所表達的思意。
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圖5-2
If 


We have much money

AND

We are buying a gift for an adult

THEN 

Buy a car

If 


We have much money

AND

We re buying a gift for a child

THEN 

Buy a computer

If


We have little  money

AND 

We are buying a gift for an adult

THEN

Buy a toaster

If


We have little money

AND   

We are buying a gift for a child

THEN

Buy a calculator

5.2決策樹的建立

5.2.1 CLS演算法
CLS演算法是Cohen和Feigenbaum所發展出，籍由反覆的增加測試節點來建立決策樹，直到所建立出來的決策樹能將所有物件集合（以符號“C”表示）中的物件正確的分類為止:，其演算法如下：

１．IF C中全部的物件都是positive ，THEN建立一個YES node 並且結束。

        IF C中全部的物件都是negative，THEN建立一個NO   node 並且結束。

　    OTHERWISE 用某種heuristic方法選出一個包含有V1,V2…Vn不同值的屬性A，建立一個決策樹。

2、 根據V值，將C中的物件分成C1,C2…Cn群。

3、 遞迴地對每一群Ci都使用演算法繼續處理。





5.2.2決策樹的特性

(1)選擇最重要的決策屬性(Chooses most important issue first)做為測試點：

  在下面天氣預測的例子中，我們會選擇氣壓(BAROMETER)這個屬性做為決策樹的根節點，因為以氣壓做為第一個測試點，能使決策樹的產生最具效率。從表5-1可發現，單單是「氣壓」這個屬性就可以決定三個可能結果中的二個，即：若氣壓下降 ( 下雨；若氣壓上升 ( 晴天。　


Decision Factors

Result

TEMPERATURE
WIND
SKY
BAROMETER
PREDICTION

Above freezing
West
Cloudy
Falling
Rain

Below freezing
*
Cloudy
Steady
Snow

Above freezing
East
Cloudy
Rising
Shine

Above freezing
*
Partly
Steady
Shine

*
*
Clear
Steady
Shine

Above freezing
South
Clear
Falling
Rain

Freezing
North
Partly
Steady
Snow

表5-1 天氣預測的決策表
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圖5-2天氣預測的決策樹

(2)  沒有結果產生(No-data result)：

當測試完後沒有結果產生，表示沒有任何的資料符合該狀況。
(3)  去除無效的因子(Excludes irrelevant factors)：

  雖然決策表中包含一個風向(WIND)的屬性，但是這個屬性並沒有出現在決策樹中，這表示風向這個屬性與天氣的預測無關。

5.2.3   ID3的貢獻

　　為了找出最具辦識力的屬性，以提升決策樹建立的效率，接下來我們要介紹由Quinlan所發展出的ID3演算法中的一個重大貢獻－『找出最具辦識力的屬性』。
在ID3中，使用啟發式的方法來選擇一個最具識別力(discriminatory power)的屬性，它是利用資訊含量來評估每個屬性的識別力：給定一組物件，決策樹會產生一個物件所屬類別的訊息，若一個物件歸類到YES類別，表示此物件提供一個”plus”的資訊，若一個物件歸類到NO類別，表示此物提供一個“minus”的資訊，再假設出現plus與minus的機率分別為「P+」與「P-」，則這組物件的資訊含量為 -P+log2 P+   - P-log2 P-。定義M(C )為一組物件C從決策樹得到的資訊含量的期望值，且恆等於1。對於任何定義域為V1…Vn的屬性A，選擇該屬性做為測試屬性所得到的期望資訊含量為B(C,A)= ∑(probability that value of A is Vi)*M(Vi)，接著再找出max[M (C )-B(C,A) ]的屬性做為測試屬性。
舉例說明如下：


Decision Factors

Result


SKE
BAROMETER
WIND
RAIN

1
Clear
Rising
North
no  -

2
Cloudy
Rising
South
yes  +

3
Cloudy
Steady
North
yes  +

4
Clear
Falling
North
no  -

5
Cloudy
Falling
North
yes  +

6
Cloudy
Rising
North
yes  +

7
Cloudy
Falling
South
no  -

8
Clear
Rising
South
no  -

表5-2 下雨預測的決策表

Case1、 以Wind為測試屬性：

Wind

North






 South




1.Clear,Rising,North-



2.Cloudy,Rising,South+




3.Cloudy,Steady,North+


7.Cloudy,Falling,South-

  


4.Clear,Falling,North-



8.Clear,Rising,South-

 


5.Cloudy,Falling,North+




6.Cloudy,Rising,North+

 


M(North) = -3/5log23/5 - 2/5 log22/5 = 0.971 (bits)

      

M(South) = -1/3log21/3 - 2/3 log22/3 = 0.918 (bits)

      

B(C,”Wind”)= 5/8 * 0.971 + 3/8 * 0.918 = 0.951 (bits)


M( C )-B(C,”Wind”) = 1-0.951 = 0.049 (bits)

Case2 、以Sky為測試屬性：

Sky


Clear






 Cloudy




1.Clear,Rising,North-



2.Cloudy,Rising,South+

                  4.Clear,Falling,North-
 


3.Cloudy,Steady,North+




8.Clear,Rising,South-



5.Cloudy,Falling,North+

6.Cloudy,Rising,North+

7.Cloudy,Falling,South-

                  M(Clear) = -0/3log20/3 - 3/3 log23/3 = 0 (bits)




M(Cloudy) = -4/5log24/5 - 1/5 log21/5 = 0.722 (bits)

      

B(C,”Sky”)= 3/8 * 0 + 5/8 * 0.722 = 0.45 (bits)


M( C )-B(C,”Sky”) = 1-0.45 = 0.55 (bits)

Case3 、以Barometer為測試屬性：M( C )-B(C,”Barometer”) = 0.156

　　所以我們選擇Sky為第一個測試屬性，接著選出第二、第三個測試屬性，最後產生如下的決策樹；
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圖5.3

6. 資料分群分析(Data Clustering Analysis)

6.1 資料分群定義

資料分群的意思就是根據資料分群的原則，把資料庫中的資料分類成群。所謂資料分群的原則，就是"讓群組內的資料相似度最高，讓群組跟群組間的資料相似度最低"。舉一個簡單的例子來說明資料分群的意思，假設現在有一個資料庫的資料如下表6-1所示:

姓名
身高
體重
性別

Peter
170
60
M

John
70
25
M

Mary
150
58
F

…
…
…
…

表6-1

假設資料庫中的記錄有N筆，現在需要把這些資料分成兒童、年青人和老人三個不同的群組。根據資料分群的方法，首先要選出至少三個樣本(John，Peter，Mary)，作為兒童、年青人和老人的代表樣本(seed)，之後再根據這三個樣本來分類，分類時所使用的演算法有很多，如K-Means Method、PAM(Partitioning Around Method)、CLARA(Clustering Large Application)和CLARANS(Clustering Large Applications Based upon Randomized Search)等等，透過分類演算法，資料庫中每一筆記錄都會跟三個樣本(seed)作比對處理，最後被分成三個有意義的群組，如圖6-1所示:

圖6-1

這裏需要注要的，就是一開始系統已經認定樣本John為兒童，Mary為老人，Peter為年青人，之後根據這些資料來作分類的處理，但一旦這些樣本是錯誤的，如Mary原來是年青人，這樣不管是那一種分類的演算法得出來的結果，可能都變得毫無意義。

6.2 K-Means Method分類方法

資料分群被應用在不同的領域裏，如資料挖掘、統計學、人工智慧和空間資料庫等領域，目前有關資料分群的演算法有很多，在這介紹一個最早期又最為人知的方法，名為K-Means Method，這個方法是由J。B。 MacQueen在1967年所提出的。

假設資料庫中有K個資料點(Data Point)，即資料庫中有K筆記錄，每個資料點有兩個元素(x1，x2)，所謂元素大家可以理解成欄位，資料點中的元素個數改變不會影響K-Means Method的處理程序。
步驟一：假設要把資料分成三個不同的群組，首先必先選出能代表這三個不同群組的樣本(seed 1， seed 2， seed 3)，如果沒法選出代表這三個不同群組的樣本，便隨機選出三個相似度很低的資料點作為樣本。
步驟二：劃出群組界線，群組界線就是Seed 1與Seed 2，Seed 1與Seed 3，Seed 2與Seed 3的中線(兩點到線的垂直距離相等)，如圖6-2所示，三條界線把資料分成四個群區，從左到右給予群區編號為群區1，群區2，群區3，和群區4。這裡要注意的是圖下方在方框裏的資料點，它在群區2和群區3之間，一般來說，它會被歸類為群區2的資料點，因為它比較接近群區2。



圖6-2-2
步驟三:計算樣本所在群區的所有資料點(不包括樣本)的重心，得出如圖6-3所示的三個重心點，之後把這三點取代為新的群組樣本。

步驟四: 重複步驟二和步驗三，如圖6-4所示，直至群組界線不再改變為止。

以上就是K-Means Method的處理步驟，看起來非常簡單，但實際上遭遇的問題很多，舉例來說，以上所述的都是一些可以量化的資料點，但在實際生活上資料有許多都不能量化，這樣我們還要建立把不能量化的資料轉換能量化資料的處理。另外還有一些欄位跟欄位之間相對的影響關係非常不對稱，如一個欄位中的值少許變化會造成另外一個欄位中的值產生巨大的變化等等。這些均會造成使用K-Means Method時的困難。

6.3 PAM(Partitioning Around Medoids)分類方法

PAM分類方法的概念大致上和K-Means方法相似。假設要將所有的資料物件分為k群，則首先在資料物件中，任意選擇k個資料物件做為「值星」物件，然後針對其它未被選為值性的資料物件，分別計算它與k個值星的距離，接著暫時將它與與之距離最小的值星歸為一群。舉例說明如下：假設我們要將所有的資料物件分為三群(k=3)，先任意選三個資料物件a、b、c做為值星物件，並依據值星物件，將原始資料分為A、B、C三群。


圖6-3-1原始資料物件　　　　　　　　　   圖6-3-2分為三群
雖然我們己暫定將資料分為圖6-2-2的三群，但由於a、b、c三個值星物件是任意選取的，所以圖中的三群並非是分類最好的三群，因此接下來我們要做修正的工作。修正的方法如後：嘗試著將每個未被選為值星的物件ei取代為值星物件，計算出當ei取代值星時其他物件的所要付出的代價，並將這個代價和做為ei的總置換成本，最後找出置換成本為負且最小的物件ei取代原來的值星物件。 

假設在圖6-2-2中，我們發現群組A中，有一個物件q，它的總置換成本為負的且最小的，因此q就取代a成為A群的值星物件。相同的，群組B的值星換成h，結果如圖6-2-3、6-2-4所示。
　　如圖6-2-4，在找到各群的新值星物件後，接下來要以新的值星物件，即q、h，c三個值星做為分類基準，將原來三群重新調整、修正，產生新的A、B、C三群，新的三群物件如圖6-2-5所示。


6.4 CLARA(Clustering LARge Applications)

 

CLARA演算法和PAM的作法一樣，只是在處理大量資料的分群時，CLARA先從原始的資料中，隨機抽樣出一組物件做為樣本，再由PAMH從樣本中找出一組值星物件。然後以同樣的方法，反覆抽樣數次，得到數組值星物件，再從這幾組值星中選出一組最好的當做原始資料的值星物件，將原始資料物件予以分群。
6.5 CLARANS(Clustering Large Applications based on RANdomized Search)

這個演算法和先前三演算法最大的不同處在於它能指定每個cluster包含的資料物件個數，假設原始資料有9個資料物件，如圖6-4-1所示，我們希望每個cluster由3個物件形，如何找出一組藕合力最強的cluster呢？(即cost最小的cluster)
 首先，我們先將任意3個資料物件指定為current node(這裡的node其實指的就是cluster)，並假定current node是藕合力最強的node，然後在current node的18個neighborhood中，找出一個成本最小的node取代原先的current node。

定義：
· 「neighborhood」：二個皆由k個資料物件形成的node，若其一node中有k-1個物件成員與一另一個node的成員相同，則稱此二node為neighborhood。所以上圖current node 有
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=18個neighborhood。
· 「maxneighbor」：maxneighbor為要抽取的neighborhood sample數。


為求處理的效率，我們並不檢查current node所有neighborhood之cost，取而代之的是，我們隨機抽取current node的某幾個neighborhood來檢查，抽取的neighborhood即定義中提及的maxmeighbor，令maxneighbor為6，若在這6個neighborhood sample中，存在一個cost比current node小的neighborhood，則將該neighborhood 取代current node 成為新的current node。
6.6 資料分群的優缺點
優點
· 資料分群為非直接知識探索技術－
用資料分群最大的優點，就是它是一個非直接的知識探索技術。意思就是我們可以不用了解資料庫中的資料結構和關係便就能把資料分群。

· 資料分群可應用在多種資料型態上－
資料只要能夠量化，便能適用分群技術，而且成效理想。

· 資料分群容易使用－
    大部份的資料分群技術只需要少量的輸入資料(Input data)，而且不需要特定的欄位作為輸入和輸出之用。

缺點
· 很難選擇正確的資料差異量度和比較權重－
資料分群的演算法是高度依靠正確的資料度量和比較權重，但有些資料往往很難去建立它們的差異量度和比較權重，這也是採用資料分群時最大的困難。

· 最初的群組樣本(Seed)的正確性－
舉6．1的例子為例， 系統一開始已經認定樣本John為兒童，Mary為老人，Peter為年青人，之後根據這些資料來作分類的處理，但一旦這些樣本是錯誤的，如Mary其實是年青人，這樣不管是那一種分類的演算法得出來的結果，可能都變得毫無意義。所以群組樣本的正確性為資料分群的關鍵所在。

· 難以解釋資料分群得出的結果－
由於資料分群為一非直接的知識探索技術，所以如果樣本本身沒有大太的實際意義，得出的結果往往是難以理解的，而找出分群後群組內的資料規則和模式更是其他資料挖掘技術所探討的重點。

6.7 資料分類(Data Classification)與資料分群Data Clustering的差異
Data Classification是根據資料的屬性(Attribute)和一些預先建立的規則(Rule)來將資料分類，這種做法事前必先對資料的結構和資料之間的關係有一定的了解和認知才能實行，但data clustering的特點在於它不需要了解資料庫中的資料特色和結構，就能把資料分類，它的做法首先是選出一些群組樣本(Seed)，透過分類演算法把資料庫中的樣本分類，這種做法高度依靠群組樣本的正確性與否。

Data clustering技術其實仍然存在著很多的問題，其中一個較重要的問題，就是資料分群在處理龐大資料庫的資料時，極度虛耗系統記憶體和其他資源，並且所需時間很長，對於一些對時間很敏感的資料(如股市資料)非常不適合使用，所以有些專家提出可以使用R-Tree和R*-Tree等方法來改善資料分群的效率和速度，但個人覺得效果並不顯著，可見未來資料叢集技術在執行效率上有待努力及改善。

7. 模式導向相似性搜尋(Pattern-Based Similarity Search)

7.1 模式導向相似性搜尋定義
所謂模式導向相似性搜尋，就是使用者預先設定一個目標物件(target sequence)和一個允許差異度，之後再找出資料庫中跟target sequence相似度在允許差異度範圍之間的物件。舉一簡單例子說明模式導向相似性搜尋的方法，假設資料庫中的欄位如表7-1所示:

姓名
身高
體重
性別

表7-1 資料庫欄位
        現在使用者設定Mary的資料為搜尋目標物件，希望可以找出跟Mary相似的記錄，Mary的資料如表7-2所示:

姓名
身高
體重
性別

Mary
168
45
F

表7-2 搜尋目標物件
        要注意的是Mary這筆記錄不一定是資料庫中的資料，但是記錄中的欄位一定要跟資料庫中的對應，否則便沒法搜尋了。接下來便要開始定義允許差異度，這種由於不想讓這個例子變得太複雜，所以粗略的把差異度定義成如表7-3所示:

身高
體重

+2
+3

表7-3允許差異度
當已經定義好搜尋目標物件與允許差異度後，接下來便交給搜尋演算法從資料庫中找出正確的結果，結果可能如表7-4所示:

姓名
身高
體重
性別

Kate
167
43
F

John
169
45
M

Rose
168
44
F

表7-4

有關模式導向相似性搜尋的整個過程，如圖7-1所示:










圖7-1

模式導向相似性搜尋常用於時間資料庫和空間資料庫的相似性查詢上，有關這兩種資料庫的相似性搜尋常被分為兩類，一類為全部比對(Whole matching)，另一類為部份比對(Subsequence matching)。

(1)全部比對(Whole matching)

全部比對的意思是指搜尋目標物件(Target sequence)的長度要跟搜尋出來的物件長度一樣。舉例來說，如果有一搜尋目標物件為(x1，x2，…xJ)，搜尋出來物件為(y1，y2，…，yk)，那麼J不能大於小於K，J只能等於K。

(2)部份比對(Subsequence matching)

部份比對的意思是指搜尋目標物件(Target sequence)的長度可以小於搜尋出來的物件長度，而且比對可以在物件中某何一點開始，舉例來說，如果有一搜尋目標物件為(x1，x2，…xJ) ，搜尋出來物件為(y1，y2，…，yk) ，那麼J可以小於等於K。

7.2 相似度量度
不同的模式導向搜尋演算法使用不同的相似度量度，在這裏要介紹兩個比較有名的相似度量度，一為歐幾里得距離法(Euclidean distance)，另一為線性相關法(Linear correlation)。以上兩種方法均屬於部份比對(Subsequence matching)的搜尋方法。

7.2.1歐幾里得距離法(Euclidean distance)

歐幾里得距離法就是希望尋找與搜尋目標物件(target sequence)向量距離越短越好的物件，至於距離需要多短視使用者需求為基準，歐幾里得距離法把搜尋目標物件定義為{xi}，資料庫中物件定義為{yi}，n是{xi}的長度，N是{yi}的長度，而由於這方法屬於部份比對方法，所以n允許小於等於N。
接著，只考慮{yi}中長度為n的子序例，{yi}第J個長度為n的子序列表示成{Z
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i

}，則{xi}與{yi}的相似度為

其中K為調整因子(scaling factor)。所以可以知道歐幾里得距離法是以計算兩個物件裏各元素的差值為相似量度，差值越大表示搜尋目標物件和現階段檢查物件相似度越小，反之差值越小表示搜尋目標物件和現階段檢查物件相似度越高。

7.2.2線性相關法(Linear correlation)

線性相關法是計算搜尋目標物件與資料庫中的物件的相關係數，其中搜尋目標物件和資料庫中的物件定義跟歐幾里得距離法(Euclidean distance)中的定義相同，不同之處在於歐幾里得距離法(Euclidean distance)希望尋找與搜尋目標物件(target sequence)向量距離越短越好的物件，而線性相關法(Linear correlation)在於希望尋找與搜尋目標物件(target sequence)的相關係數為1或接近1的物件，其中相關係數的數學表達式為:


其中相關係數Ci 的值在-1到1之間，當相關係數Ci 為1時，代表搜尋目標物件與資料庫中現階段檢查的物件完全吻合(Perfect match)，即相似度100%，如果相關係數Ci為0時，代表搜尋目標物件與資料庫中現階段檢查的物件毫不相似，即相似度為0%。

7.3 模式導向相似性搜尋所遭遇的問題
(1)龐大的運算比對成本
        由於模式導向相似性搜尋必須針對資料庫中每一筆記錄做比對處理，所以如果資料庫中的資料量很多，或者每筆記錄中所包含的欄位數很多，這樣在處理資料時的運算成本和所需的資源都變得非常昂貴，故未來模式導向相似性搜尋有需要繼續探討相似性搜尋演算法中有關執行效率和成本問題。

(2)難以建立物件比對時所需的相似性量度

像資料分群一樣，模式導向相似性搜尋演算法為一高度依靠正確的相似量度的運算，但有些資料往往很難去建立它們的差異量度和比較權重，這也是採用模式導向相似性搜尋時最大的困難。

８．挖掘路徑移動型態（Mining Path Traversal Patterns）
在分散式的資訊提供環境中，文件和物件經常是連結在一起的，如此可以更容易地進行互動式存取。這一類的資訊提供環境包括了World Wide Web和線上服務，像是Prodigy、CompuServe、America Online，當使用者尋找有興趣的資訊時，可經由超連結、URL，從一個物件移動到另一個物件。了解使用者在此種環境中的存取型態，不僅可以用來幫助改善系統的設計（例如：在高度相關聯的物件中提供有效的存取、更好的首頁設計），也可以指引更好的行銷決策（例如：在適當的地方放置廣告、使用者分類和行為分析等等）。　

在這樣的環境中捕捉使用者的存取模式(access patterns)稱為挖掘路徑移動型態(mining path traversal pattern)。通常我們可以發覺，使用者傾向使用link或icon所提供的backward及forward功能，來取代一個新的URL，這使得某些物件被拜訪是因為其位置而不是因為其內容，這種現象通常是無法避免的，也因而增加了挖掘有意義的路徑移動模式之困難性。在挖掘使用者的存取模式(access patterns)時，若使用者的存取模式中出現backward的動作，我們都假設使用者只是為了方便移動(traveling)而不是想要真正瀏覽(browsing)，故我們只致力於挖掘出向前參考型態(forward reference patterns)的路徑。

        為了反應上述的情況，當一個逆向參考(backward reference)發生， 就視為同一個使用者再訪(revisiting)一個相同的物件，同時一個向前參考路徑就此結束，這個向前參考路徑稱為「最大向前參考」(maximal forward referenece)。得到一個最大向前參考後，我們回到參考的原點，重新開始另一個向前參考路徑；若拜訪時，拜訪到一個無效(null)的節點，這亦意謂著向前參考路的結束。舉例說明如下：
[image: image20.png]
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圖8.1

　　　假設某使用者移動的移動記錄(traversal log)包含下列的移動路徑：｛A，B，C，D，C，B，E，G，H，G，W，A，O，U，O，V}，且該使用者的最大向前參考為：｛ABCD、ABEGH、ABEGW、AOU、AOV}。得到最大向前參考後，接下來要找出經常出現的最大向前參考。若某些最大向前參考經常出現在使用者的存取型態中，且出現的次數超過一個給定的門檻值，則這個最大向前參考即所謂的「重要參考順序」(large reference sequence)。得到重要參考順序後，「最大參考順序」(maximal reference sequences)可以很直覺得獲得。最大的參考順序也就是重要的參考順序中沒有包含任何其它最大參考順序的參考順序。假設｛AB、BE、AD、CG、GH、BG｝是重要２次參考的集合（large 2-references)，｛ABE、CGH}是重要３次參考的集合(large 3-references)，則最大參順序AD、BG、ABE和CGH。最大參考順序也就是一個資訊服務提供的最熱門的存取路徑。

　　整個使用者存取型態挖掘步驟可總結如下：

Step1：從原始的記錄(log)中決定「最大向前參考」(maximal forward reference)。

Step2：從最大向前參考中決定「重要參考順序」(large reference sequence)。

Step3：從重要參考順序中決定「最大參考順序」(maximal reference sequence)。

        尋找重要參考順序的問題與尋找關聯法則中的重要項目集合(large itemset)是相類似的，但在挖掘移動模式時最大向前參考必須是連續地被參考，關聯法則的重要項目集合只是將交易中的項目結合在一起而已，在順序方面，這兩個問題是相當不同的，所以在進行資料挖掘時，須使用不同的演算法。
　　目前分析網站使用的產品，只提供了移動點的統計資訊，並沒有提供移動路徑的統計資訊。然而，這些資訊提供服務在現在是愈來愈受歡迎的，對於獲取使用者移動行為和改善服務品質是在正在成長中的需求。依照當今網際網路的流行，如何有效率地在網站中發現知識將是未來幾年中最重要的資料挖掘議題。
9、資料挖掘商業產品介紹

資料挖掘近年來在資料庫市場上掀起一波熱潮，除了傳統各大資料庫系統大廠投入建置外，也有許多統計、企業、系統整合的軟體商紛紛跟進，搶食市場大餅。一般而言，目前市場上較為著名的資料挖掘軟體廠商，包括：CA、IBM、NCR、ORACLE、SAS、SPSS、QUARDSTONE、DIGIMINE、MICROSOFT。在報告中我們主要是針對最具知名度的ORACLE Data Mining (Darwin)、CA – eBizminer、IBM – DB2 Intelligent Miner，以及市場新秀MICROSOFT進行介紹。
9.1 Oracle’s Data Mining Solutions

9.1.1簡介

Oracle Data Mining Suite (Oracle Darwin)是一種著眼於從電子化企業資料庫中挖掘出個人化與具有獲益潛力的潛在顧客關係的企業軟體，可以協助企業建立一對一行銷與市場區隔，並具體預測顧客的行為。與Oracle9I資料庫系統結合，可以形成企業智慧(Business Intelligence)的整合性挖掘基礎架構，快速建立各式各樣的企業智慧應用程式。

具體而言，Oracle Data Mining可以協助企業進行下列策略規劃：

· 以高精確度建立顧客輪廓（Profiling）資料

· 找出最具獲益潛力的顧客群

· 開發潛在新顧客

· 預防顧客詐欺行為

· 支援交叉行銷

9.1.2 Oracle 企業智慧產品定位

Oracle Data Mining是Oracle 企業智慧整體方案的一個重要核心環節，結合資料庫整合技術、資料倉儲、個人化元件、線上分析程序（OLAP）、與各式應用程式後端，形成了Oracle 企業智慧的整體基礎架構，其中Oracle Data Mining的系統定位如下圖所示。


9.1.3 Oracle 挖掘程序

    以Oracle Data Mining的系統流程規劃，整個資料挖掘的流程可以分為四大步驟。首先是針對企業問題進行定義，明確釐清資料操作的問題目標為何，才依次逐步進行資料的前置處理、挖掘模式的建立與分析，乃至於最後的知識運用與儲存，其工作流程可由下圖所示。

9.1.4 Oracle 挖掘環境

Oracle Data Mining的挖掘環境主要圍繞著資料庫系統來進行，在經過企業知識目標的確切應用領域訂定之後，資料挖掘元件會開始從資料庫中調出所需之原始相關資料，開始進行挖掘，並隨後產生知識模型的相關資料，包括：演算模型的資料、顧客原始資料暫存備份、顧客輪廓知識資料、以及知識評等資料。挖掘的成果可以回存資料庫予以永久保存，而Oracle Data Mining也提供圖形化介面來進行知識挖掘的工作回報與呈現。其整體挖掘環境可由下圖所示。
9.1.5 系統資訊

 到目前為止，最新版Oracle Data Mining Release 3.7的伺服端架構支援Sun Solaris、HP Unix，而用戶查詢端則可以支援視窗系統，系統操作全部為GUI圖形介面並隨時提供各種精靈提供使用上的協助。其資料庫連接能力，則可以擴及Oracle以外之資料庫，若直接與Oracle資料庫系統整合，則可以運用Oracle OCI技術做最佳效能的連接，至於其它廠牌資料庫系統則需透過Oracle Gateway才能做轉接。在系統效能方面，在平行處理技術支援下，幾乎沒有對挖掘資料的集合量加以限制，從gigabytes到terabytes都可進行快速挖掘。另外，為了快速整合企業應用程式的開發環境，Oracle Data Mining也可針對知識挖掘的模式迅速產生C、C＋＋、JAVA等語言程式碼，大幅提高將企業智慧的結果套用到資訊應用系統的效率。

 9.1.6 演算法支援

Oracle Data Mining在知識模型的演算法支援能力方面，目前有四大類演算方法可作為模型建立的選項，包括：Classification & Regression Tree、Neural Networks、K-nearest neighbors、Clustering等四大類，每種類別下都有各種細部參數可資調整以增進知識的效能。其各類方法的特性資料與概念意涵可由下圖所示。


 9.1.7 未來發展目標

Oracle已經針對下一代Oracle Data Mining產品進行規劃，其主要演進目標包括了持續增加更多的知識挖掘演算方法、改進系統執行效能、增加網際網路執行介面以外，最具野心的是打算針對各種不同事業領域的企業問題提供內建的快速知識挖掘程序，例如行銷管理CRM中的顧客忠誠度、宣傳回應比率、可能購買率的預測，也可能是生產或物流管理中的庫存趨勢或作業瑕疵發生模式的預測。可以預見的是，下一世代的資料挖掘軟體的銷售賣點，已經逐漸從挖掘企業智慧所需工具的提供，轉向企業各項管理功能的知識模式的販售，讓挖掘企業智慧不再只是企業資料專家的專利，也不會再是無止盡嘗試錯誤(trial & error)的惱人任務，透過各種軟體內建的知識挖掘精靈的提示，將可帶領企業知識挖掘者快速的執行任務並獲致有用的企業經營知識。

9.1.8 系統畫面


9.2 CA - eBizminer

EBizminer是由Computer Associates公司所開發的資料挖掘軟體。它具備完整的資料挖掘方法學，提供適當的工具及企業諮詢以因應複雜的商業挑戰。eBizminer為一以Java開發而成的應用程式，內含關聯分組 (Association Rules)，群集 (Clustering)及分類 (Classification)等功能用以分析，預測，及評比。除了上述的功能外，它亦提供一連串的應用程式介面，報告格式及視覺化工具以助企業創造無可比的商業價值及商機洞察力。
eBizminer提供屬性調整 (Attribute Adjustment) 功能，使用者可自行編輯或增減資料組的特性。而eBizminer的內建視覺化工具Visualizer可以圖形方式表現各種功能如群集，分類，預測等以增進資料分析能力。eBizminer互動式的使用者圖形介面及分析可提供使用者於決策過程中所需的商業智慧及策略。
eBizminer的產品特性，整理如下： 

· 提供完整的演算法（超過150種）
- 分類演算法 (Classification)，約30 種
- 數值推估演算法(Numeric Predication)

- 多策略演算法 (Multi-Strategies)

- 群集演算法 (Clustering)

- 關聯分組演算法 (Association Rule)

· 提昇決策者分析能力
- 支援各種資料挖掘功能視覺化，如分類，決策樹，推估等
- 提供資料視覺化工具
· 確保未來成長
- 完全以Java開發的資料挖掘工具
- 使用導入簡便的應用程式介面
- 跨平台功能 (Platform Independent) 

- 支援遠端檔案分析的URL資料上傳
· 作業系統
- Unix (含AIX, HP-UX, IRIX, Digital Alpha, Sinux, Solaris, SCO, Linux)

- Windows 95/98/NT/2000

· 資料庫
Access, dBase II, III, and IV, ODBC等主要資料庫
· 內建演算法
含Linear Regression, 決策樹, CHAID, XAID及亂度分析等常用演算法
· 系統需求
- CPU: 486以上
- 記憶體: 建議64MB，視資料量而定
- 磁碟空間: 20MB 
· 系統畫面展示


9.3 IBM – DB2 Intelligent Miner

Intelligent Miner 是由IBM公司所推出的資料挖掘解決方案，可以用來挖掘多種不同來源的企業資料，包括：POS、ATM、Credit Card、Call Center、Internet…。其具體用途可以用於各種企業決策支援與策略規劃，尤其是CRM的相關策略。Intelligent Miner又可以分成兩種，分別是for Data與for Text，前者專長於企業交易資料的挖掘，而後者則是針對各式企業文字資料來源進行分析。以下分別介紹其系統特性。

· Intelligent Miner for Data

支援的演算法類別包括：Clustering、Associations、Sequential Pattern、Classification、Prediction、Time Sequence等六大類。支援的作業系統包括：AIX、OS/390、OS/400、Solaris、Windows 2000、Windows NT、z/OS。

· Intelligent Miner for Text
其主要用途在於企業文字資料的知識挖掘，像是e-mail、Lotus Notes、Web pages、Insurance claims、e-News、Customer complaints、Patents portfolio等主要企業文字來源，都可以進行文字特性分析、分群分析、彙總分析。其支援的作業系統包括：AIX、OS/390、Solaris、Windows NT、。

9.4 SQL2000如何支援data mining

要使用SQL Server2000所提供的data mining功能，您需要先安裝Analysis Services元件，它在SQL Server2000的光碟片中可以找到，SQL Server 2000提供了幾種data mining的基本功能，分別是decision tree(決策樹)以及clustering(叢集)。

這裡介紹幾個利用data mining幫助商業決策的實例，介紹公司如何利用SQL Server2000所提供的data mining功能來幫助商業決策，他們分別是

· 使用Microsoft decision trees 決策樹工具建立OLAP資料採擷模型

· 瀏覽OLAP資料採擷維度與虛擬Cube

· 使用Microsoft clustering叢集工具建立 OLAP資料採擷模型

· 使用Microsoft Decision Tree決策工具建立關聯式資料採擷模型

· 瀏覽依存性網路

9.4.1案例一、使用 Microsoft Decision Trees 決策樹工具建立 OLAP 資料採擷模型

案例：
行銷部門希望增加客戶滿意度及客戶忠誠度。已經實作兩項行動來達成這些目標：重新定義會員卡專案來提供客戶更好並更貼近來滿足客戶需求的服務。 此外，將製作每週的折價券期刊並寄發給客戶，鼓勵客戶到 FoodMart 商店消費。 

為了要重新定義會員卡專案，行銷部門希望分析目前銷售交易並且發現客戶間人口統計學的模式 (婚姻狀況、年收入、家中子女數目等等) 以及他們申請的會員卡。有了這些認識，會員卡會依據客戶的特性重新定義。
在本章節，您將建立資料採擷模型來增益 Sales 資料並使用 Microsoft Decision Trees 演譯法從客戶群中找出選擇會員卡的模式。您將要設定作為客戶的採擷維度 (案例維度)，並設定會員卡成員屬性作為資料採擷演譯法用來識別模式的資訊。接下來要從決定模式的演譯法來選取人口統計學清單：婚姻狀況、年收入、家中子女數目以及教育。下一步要增益模型並且從模型瀏覽樹狀檢視以及讀取模式。根據這些模式，行銷部門將設計適合客戶類型的不同型別的會員卡。 

9.4.2案例二、瀏覽 OLAP 資料採擷維度與虛擬 Cube

案例：
資料採擷模型搜尋容許會員卡成員被重新定義。現在行銷部門想進一步了解這些客戶: 他們的人口分佈狀況、購買產品的類型等等。 

在本節中，您要瀏覽您在前一節定義 OLAP 資料採擷模型時建立的資料採擷維度。接著您要瀏覽定義資料採擷模型時同時建立的虛擬 Cube。這樣，您便有能力將決策樹每一個節點之人口資訊以及產品購買模式資訊，提供給行銷部門。 

9.4.3案例三、使用 Microsoft Clustering 叢集工具建立 OLAP 資料採擷模型

實例：
行銷部門希望增加客戶滿意度及客戶忠誠度。已經實作兩項行動來達成這些目標：重新定義會員卡專案來提供客戶更好並更貼近客戶需求的服務。此外，製作每週的折價券期刊並寄發給客戶，鼓勵客戶到 FoodMart 商店消費。 

在上一章我們看到如何使用 Microsoft Decision Tree 決策樹演譯法 (Algorithm) 來重新定義會員卡專案。 

對於每週折價券的規劃，行銷部門希望將客戶分為三類。確切地說，行銷部門具有製作三種版本折價券期刊的預算。行銷部門希望能透過銷售資料執行一些資料採擷處理來區分三個群組的客戶。根據這些群組的特性，他們可以選取特定類型的折價券放到不同版本的折價券週刊內。他們也能了解哪一類的客戶會接到哪種版本的期刊。  

在本章節中，會使用將客戶區分為三個種類的 Microsoft Clustering 叢集演譯法來建立第二個資料採擷模型。您將會把客戶設定為要調查的維度，即案例 (Case) 維度。接下來會使用區分 Customer 維度的資料採擷演譯法將 Store Sales 量值設定為資訊。下一步您將選取用來描述每一個客戶類別演譯法的人口統計特性清單：婚姻狀況、年收入、家中子女數目、教育...。接著您將可以培訓模型，最後還可以瀏覽所培訓的資料並從模型中分析三種客戶類別。最後根據每個客戶類別的人口統計屬性，行銷部門將選取放到每個版本折價券週刊內的折價券清單。

9.4.4案例四、使用 Microsoft Decision Tree 決策樹工具建立關聯式資料採擷模型

案例：
行銷部門現在已經更熟悉資料採擷的技術。他們發現資料倉儲包含不在 Cube 內的大量資訊。他們希望能分析這些詳細資訊，是否可以找出與客戶購買行為相關偏好的因素。   

在這個章節，您將使用 Microsoft Decision Tree 演譯法建立關聯式採擷模型來調查資料倉儲的資料。

10、結論

資料挖掘是一個快速成長的領域，最近有許多新的研究報告、新系統或雛形的發展。因此要在短的文章中提供廣泛的資料挖掘方法的概論是一個具有挑戰性的目標。這篇文章是從資料庫研究者的觀點，對於最近發展的資料挖掘技術提供一個合理廣泛的報告。

基於資料挖掘方法的多樣性，在最近許多資料挖掘系統和雛形被發展，在大型資料庫中某些已經成功的使用挖掘知識的技術。以下簡短的介紹一些最近在研討會和期刊中的資料挖掘系統報告。
在機器學習和統計學上的研究者已經有許多其它資料挖掘系統的報告。此外，資料倉儲系統已經尋找資料挖掘工具為了更多增強資料分析的能力，並且在未來幾年整合資料倉儲和資料挖掘的技術，可能成為一個趨勢。除了資料庫研究者的運作下，在許多其它的領域中對於資料挖掘和發現知識上，已經產生了有利的結果。例如：統計學上的統計者已經發展了許多有利於資料挖掘的技術。歸納邏輯方法在邏輯方法上是屬於快速成長的子領域，其與資料挖掘是緊密關聯的。也有許多研究在使用可視覺化資料挖掘技術和視覺化資料挖掘的結果。
如同年輕和大有可為的領域中，資料挖掘仍然面對許多的挑戰和未解決的問題，這些問題可以提出新的研究議題，做更多的研究。例如：在多抽象層次中更多有效的挖掘多種類知識方法的發展；彈性的資料挖掘語言或介面；在先進的資料庫中發展的資料挖掘技術，例如：主動式資料庫、物件導向式資料庫、時間和空間資料庫、多媒體資料庫；在網際網路資訊系統的資料挖掘；發現知識的應用；整合發現和專家定義的知識；資料挖掘中保證安全性和隱私權保

護的方法，這些都是重要的研究。
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St@tServ - Data Mining Software


























































































In the following list (last updated August 12, 1998) you will find the most extensive list available for data mining software and packages. For statistical software, please click
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Legend for the criteria :




























































Link Analysis :





























[ Assoc. = Associations analysis ] [ Sequ. Pat. = Sequential Patterns ] [ Seq. Time = Sequential time patterns ] [ Bayes Net. = Bayes Networks ]










Classification :






























[ NN-CL = Neural Networks Classification ] [ Bayes = Bayesian Classification ] [ k-NN = k-nearest neighbours classification ] [ Lin-Disc = linear discriminant analysis ] [ MBR = Memory based Reasoning ] [ Assoc. = Classification by Associations]

Clustering :






























[ k-Means = k-Means Clustering ] [ D-Clust = demographic clustering = relational analysis ] [ NN-Clus = Neural Networks Clustering ]











Statistical methods :





























[ G-Stats = Means, Std dev, Frequencies, ... ] [ Reg = Linear Regression ] [ nl-Reg = non-linear regression ] [ Tests = t-tests, F-test, Chi2 tests ] [ PCA = Principal Component Analysis ] [ Factor = Factor Analysis ]

Prediction :






























[ NN-Pred = Neural Networks Prediction Models ] [ RBF Pred = Radial Based Functions predictions ] [ Fuzzy = Fuzzy logic predictions ] [ Time Series = Times Series Analysis ] [ MBR = Memory based Reasoning ]

Operating System :





























[ OS = Operating System ]





























Others :






























[ Para. Scal. = Parallel Scalability ] [ SQL = Simple Query Language functions ] [ Objects = C++ objects generated for applications ] [ API = the algorithms can be used by other programs ] [ Code = the code is available ]
































Results gathered by
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. To submit information, please send an email with all the necessary information (http links, available tools, ...), or ask for the standard survey form.
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X
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HNC Software Inc.
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Hycones Information Technology
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Information Discovery
Data Mining Suite
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X
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X
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Magnify Inc.
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Megaputer Intelligence, Ltd.
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X
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DataEngine
 
 
 
 
X
 
 
 
 
 
 
 
 
X
 
 
 
 
 
 
X
 
X
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Data-Miner Software Kit
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

NCR Corporation
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NeoVista Solutions, Inc.
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NeuralWorks Predict
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X
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X
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X
 
 
 
 
 
X
X
X
 
X
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X
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Pilot Software
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搜尋結果
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模式導向相似性搜尋演算法





設定允許的差異度
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   V1                    Vi            Vn





C1                       Ci                    Cn





Attribute





                                                  ANY





              undergraduate						graduate





freshman sophomore junior senior         M.A. M.S. Ph.D.





{biology,chemistry,computing,…..,physics｝( science


{literature,music,…..,painting}( art


{science, art }( ANY(major)


{freshman,sophomore,junior,senior}( undergraduate


{M.S.,N.A.,Ph.D.} ( graduate


{undergraduate,graduate}( ANY(status)


{Bumaby, …..,Vancouver,Victoria}( British Columbia


{Calgary, …..Edmonton,Lethbridge}( Alberta


{Hamilton, Toronto,Waterloo}( Ontario


{Bombay, …..,New Delhi}( India


{Beijing,Nanjing,…..,Shanghai}( China


{India,China}( foreign


{ British Columbia,Alberta,…..,Ontario}( Canada


{foreign,Canada}( ANY(place)


{0.0-1.99}( poor


{2.0-2.99}( average


{3.0-3.99}( good


{4.0-4.99}( excellent


{poor,average,good,excellent}( ANY(grade)
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設定目標物件





A





CUBE





      DATA CUBE


Model  Year  Color  Sales


Chevy  1990  blue     62


Chevy  1990  red       5


Chevy  1990  white    87


Chevy  1990  ALL    154 


Chevy  1991  blue     49


Chevy  1991  red      54


Chevy  1991  white    95


Chevy  1991  ALL    198


Chevy  1992  blue     71


Chevy  1992  red      31


Chevy  1992  white    54


Chevy  1992  ALL    156


Chevy  ALL  blue    182


Chevy  ALL  red      90


Chevy  ALL  white   236  


Chevy  ALL  ALL    508


Ford   1990  blue     63


Ford   1990  red      64


Ford   1990  white    62


Ford   1990  ALL    189


Ford   1991  blue     55


Ford   1991  red      52


Ford   1991  white     9


Ford   1991  ALL    116


Ford   1992  blue     39


Ford   1992  red      27


Ford   1992  white    62


Ford   1992  ALL    128


Ford   ALL  blue     157


Ford   ALL  red      143


Ford   ALL  white    133


Ford   ALL  ALL    433


ALL   1990  blue     125


ALL   1990  red       69


ALL   1990  white    149


ALL   1990  ALL    343


ALL   1991  blue     106


ALL   1991  red      104


ALL   1991  white    110


ALL   1991  ALL    314


ALL   1992  blue     110


ALL   1992  red       58


ALL   1992  white    116


ALL   1992  ALL    284


ALL   ALL  blue     339


ALL   ALL  red      233


ALL   ALL  white    369


ALL   ALL  ALL    941
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a neighborhood of current node
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圖：Oracle 企業智慧產品定位示意圖





圖9-2：Oracle 挖掘程序示意圖





圖：Oracle 挖掘環境示意圖





圖9-4：Oracle 演算法支援示意圖





圖9-5：Oracle系統畫面展示圖
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圖9-6：CA - eBizminer系統畫面展示圖




















圖9-3：Oracle Data Mining 挖掘環境





圖9-1：Oracle 企業智慧的整體基礎架構
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